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1 WPROWADZENIE

Szybko zmieniajace si¢ warunki stosowania
okreslonych metod analizy statystycznej czy
metod modelowania ekonometrycznego do
rozwigzywania problemoéw o charakterze decy-
zyjnym wymuszaja zmian¢ podejscia do dotych-
czas wykorzystywanych procedur badawczych
1 metod diagnostyki czy predykcji statystyczne;.

Obserwowany w ostatnich latach rozwoj
techniki komputerowej wywart ogromny wptyw
na powstanie nowych dziedzin nauki, ktore
wymagaja zapamigtania iprzetwarzania duzej
ilo$ci danych opisanych w przestrzeniach wielo-
wymiarowych w celu efektywnego rozwiazy-
wania praktycznych probleméw.

Ztozonos¢ algorytmow i czas obliczen przes-
taly juz stanowi¢ barier¢ rozwoju narzedzi
usprawniajacych szeroko pojeta dzialalnosé
czlowieka, wtym takze metod wspomagania
procesOw podejmowania decyzji. Nowe techniki
zbierania informacji statystycznej, wymuszone
przez komputerowe bazy danych, sktaniaja do
stosowania metod umozliwiajacych opracowa-
nie 1przeanalizowanie informacji w mozliwie
krétkim czasie idla nieskonczenie duzych
zbioréw danych statystycznych.

Takie wtasnie metody proponuje teoria roz-
poznawania obrazow, przy czym obraz rozumia-
ny jest jako ilosciowy opis obiektu, zdarzenia
czy zjawiska.

Ogolnie zadanie teorii rozpoznawania obra-
zoOw polega na okreslaniu przynaleznos$ci roz-
maitego typu obiektow do pewnych klas.
Rozpoznawanie to przebiega w sytuacji braku
apriorycznej informacji co do regut przynalez-
nosci obiektow do poszczegdlnych Kklas,

ajedyna dostgpna informacje stanowi zwykle
tzw. ciag uczacy, ztozony z obiektow, ktorych
prawidtowa klasyfikacje znamy (tzw. rozpoz-
nawanie z nauczycielem).

Najczesciej wykorzystywane, teoriodecyzyjne
metody rozpoznawania wymagaja przyjecia
zalozenia, ze rozpoznawany obiekt, scharaktery-
zowany wartosciami p cech, moze by¢ rozpat-
rywany jako punkt x=(xi,..., xp)T p-wymiarowej
przestrzeni X (XcR") i traktowany jako reali-
zacja wektora losowego X o funkcji gestosci
fi(x), ieK (K={1, ..., k} - jest zbiorem numerdéw
klas).

Algorytmem rozpoznawania  (algorytmem
klasyfikacji, reguta decyzyjna) nazywamy prze-
pis, wedlug ktorego odbywa si¢ przyporzadko-
wanie rozpoznawanemu obiektowi xe X numeru
klasy ieK: y(x) =1i. Innymi stowy, mamy tu do
czynienia z odwzorowaniem przestrzeni cech
w zbior numeréw klas: y: X—K, badz tez
z generowaniem rozktadu przestrzeni cech na
roztaczne obszary decyzyjne: R; = {xeX:
y(x)=i}, ieK [8].

W rozpoznawaniu teoriodecyzyjnym do opisu
sytuacji wykorzystuje si¢ modele probabilistycz-
ne 1 statystyczne, ze wzgledu na ich szczego6lna
przydatno$¢ do wykrywania niepewnych i nie-
jednoznacznych zwiazkéw migdzy klasami
1 ilosSciowymi charakterystykami obiektow.

2 CELE 1 ZALOZENIA PRACY

Zasadniczym celem pracy jest ocena wybranych
klasycznych i nieklasycznych metod rozpozna-
wania obrazow.



Statystyczne metody rozpoznawania obrazow i ich zastosowania

Cele szczegdtowe okreslone sa nastgpujaco:

—Prezentacja 1 klasyfikacja wybranych algoryt-
moOw rozpoznawania obrazow w zalezno$ci
od a priori posiadanej informacji na temat
rozktadow prawdopodobienstwa charaktery-
zujacych losowy zwiazek migdzy klasami
1 cechami.

—Ocena wiasciwosci (w sensie doktadnosci pre-
dykcji) klasycznych algorytméw rozpoznawa-
nia na podstawie badan eksperymentalnych.

—Stworzenie "rankingu" algorytmdéw rozpozna-
wania poprzez okreslenie zasad wyboru z du-
zej liczby algorytmow rozpoznawania metody
najlepszej (w sensie prostoty konstrukeji,
precyzji klasyfikacji i fatwosci implementacji
komputerowej).

—Ocena skutecznos$ci klasycznych 1 nieklasycz-
nych metod rozpoznawania z punktu widze-
nia efektywnos$ci decyzji w konkretnych pro-
blemach badawczych.

Teza rozprawy zostala ujeta nastgpujaco:
drzewa klasyfikacyjne moga by¢ traktowane
jako uniwersalne narzedzie tworzenia regul
przynaleznosci obiektow do klas.

3 METODY TWORZENIA ALGORYTMOW
ROZPOZNAWANIA

Rozpoznawanie obrazéw mozna zdefiniowac
jako wieloetapowy proces przetwarzania infor-
macji, podczas ktorego relatywnie duza ilo$é
danych wejsciowych zostaje przetworzona na
mniejsza ilo§¢ danych uzytecznych, zakonczony
klasyfikacja czyli przypisaniem obiektowi
numeru klasy [1].

Wsrod metod tworzenia algorytméw rozpoz-
nawania wyrdzniamy podejScie oparte na
modelu probabilistycznym oraz podejscie oparte
na modelu statystycznym.

W przypadku modelu probabilistycznego zak-
tada sie, ze dla kazdego rozpoznawanego obiek-
tu x znane jest prawdopodobienstwo a priori
zdarzenia, ze pochodzi on zklasy o i-tym
numerze, a takze znane sa warunkowe gestosci
rozktadéw cech w poszczegdlnych klasach:

J(x/1) = fi(x).

W takiej sytuacji mozliwe jest obliczenie
wskaznika jako$ci rozpoznawania oraz, poprzez
rozwiazanie odpowiedniego problemu optymali-
zacyjnego, wyznaczenie reguly decyzyjnej

minimalizujacej ten wskaznik. W zadaniach roz-

poznawania opartych na modelach probabilis-

tycznych wykorzystuje si¢ np. klasyfikacje
bayesowska lub regul¢ minimaksowa (por. np.

[71, [8], [11]).

Model statystyczny jest zkolei podstawa
konstrukcji regut decyzyjnych ze zbiorem ucza-
cym, ztozonym z obiektéw, dla ktorych znany
jest wektor wartosci cech oraz numer klasy.
Wsrod metod rozpoznawania ze zbiorem ucza-
cym rozwaza¢ mozna dwie sytuacje:

1 Znamy z zalozenia posta¢ funkcyjna warun-
kowych gestosci w klasach a nie znamy ich
parametréw — dokonujemy zatem ich esty-
macji na podstawie zbioru uczacego. Wsrod
algorytmow rozpoznawania opartych na para-
metrycznym modelu statystycznym szczego6l-
ng uwage zwraca si¢ na te metody, w ktorych
przyjmuje si¢ zalozenie o normalnosci rozkta-
déw cech obiektow w klasach. W tym przy-
padku przedstawi¢ mozna zwykte, bayesow-
skie 1 quasi-bayesowskie estymatory kwadra-
towych 1 liniowych funkcji klasyfikujacych
1 dyskryminujacych a takze algorytmy wyko-
rzystujace odlegtosci Rao 1 Mahalanobisa
(por. np. [7]).

2 Brak jest jakichkolwiek zatozen co do postaci
funkcyjne; warunkowych gestosci w klasach
— dokonuje si¢ wigc estymacji funkcji ges-
tosci za pomoca metod nieparametrycznych.
W tym celu wykorzysta¢ mozna np. algorytm
rozpoznawania oparty na estymatorze Parze-
na oraz algorytm oparty na przedziatach
zmiennos$ci cech. Szczegdlnym przypadkiem
nieparametrycznych metod rozpoznawania sa
algorytmy minimalnoodleglo$ciowe, bazujace
na pojeciach sasiedztwa 1 odlegtosci. Wsrod
minimalnoodlegtosciowych algorytmow roz-
poznawania wymieni¢ nalezy algorytm naj-
blizszego sasiada (NN), a najblizszych sasia-
déw (a-NN) oraz a-tego najblizszego sasiada
(a-th NN) atakze algorytm oparty na
odlegtosciach miedzy obiektami (por. np. [5],
[8], [14]).

Dodatkowo, wspomnie¢ warto takze o meto-
dzie Mojirsheibaniego [10] tworzenia algoryt-
moéw  kombinowanych, bedacych ztozeniem
kilku regut decyzyjnych.

Wymienione algorytmy rozpoznawania ok.-
resli¢ mozna mianem klasycznych, bazuja one
bowiem na rozwiazaniach analizy dyskrymi-
nacji, metod decyzji statystycznych, teorii
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estymacji (zaréwno parametrycznej jak 1 niepa-

rametrycznej), bayesowskiej teorii decyzji lub

metod optymalizacyjnych.

Alternatywe dla omowionych metod rozpoz-
nawania stanowi¢ moga nieklasyczne metody
okreslania regut przynalezno$ci obiektéw do
klas. Szczegdlna uwage zwrédci¢ tu nalezy na
analize drzew klasyfikacyjnych, bowiem metoda
rekurencyjnego podziatu jest stosunkowo mato
znana, zwlaszcza w zastosowaniach ekono-
miczno — spotecznych.

Metoda rekurencyjnego podzialu polega na
stopniowym podziale p-wymiarowej przestrzeni
cech na roztaczne podzbiory az do uzyskania ich
homogenicznosci ze wzgledu na wyrdzniong
ceche. W wyniku rekurencyjnego podziatu zbior
uczacy U zostaje podzielony na M rozlacznych
podzbiorow Uy, U,,..., Uy zgodnie z nastepujaca
procedurq (por. [4)):

Dla danego zbioru obiektow sprawdzi¢, czy

jest on jednorodny ze wzgledu na wartoSci

zmiennej zaleznej lub spelnione jest inne,
przyjete kryterium stopu. Jesli tak — zakon-
czy¢ postepowanie.

2 Jesli nie —rozwazy¢ wszystkie mozliwe
podziaty zbioru U na roztaczne podzbiory Uy,
U,,..., Uy woparciu o warto$ci kolejno
wybieranych zmiennych objasniajacych.

3 Oceni¢ jako$¢ kazdego z podzialow zgodnie
z przyjetym kryterium iwybra¢ najlepszy
z nich.

4 Podzieli¢ zbior obiektow w wybrany sposob.
Kroki 1-4 wykona¢ rekurencyjnie dla kaz-
dego podzbioru Uy, U,, ..., Up.

Procedure podzialu konczymy, jezeli zostato
osiagnig¢te zalozone kryterium stopu —zwykle
jednorodno$¢ podzbiorow U;, U,, ..., Uy lub
okreslona, minimalna liczebno$¢ podzbioréw.
Proces rekurencyjnego podziatu zbioru U mozna
przedstawi¢ graficznie w postaci drzewa klasyfi-
kacyjnego.

Wséréd  algorytméw  tworzacych — drzewa
klasyfikacyjne wymieni¢ mozna m. in. CART
(Classification and Regression Trees [2]),
QUEST (Quick, Unbiased, Efficient Statistical
Trees [9]), CRUISE (Classification Rule with
Unbiased Interaction Selection and Estimation
[6]).

Do nieklasycznych metod rozpoznawania
zaliczy¢ mozna takze sieci neuronowe, powstate
na gruncie teorii biocybernetyczne;j.

4 OCENA JAKOSCI WYBRANYCH
ALGORYTMOW ROZPOZNAWANIA

Wyniki przedstawione w pracy obejmuja:

—Oceng wybranych klasycznych metod rozpoz-
nawania;

—Sformulowanie regul utatwiajacych decyden-
towi wybor sposrod duzej liczby algorytmow
rozpoznawania metod najlepszych w celu
efektywnego  rozwiazania  praktycznych
zadan;

—Zastosowanie 1 oceng efektywnosci metod roz-
poznawania obrazéw przy wspomaganiu pro-
cesOw podejmowania decyzji w rzeczywis-
tych problemach badawczych.

Poroéwnanie wybranych klasycznych algoryt-
moOw rozpoznawania wymagato przeprowadze-
nia eksperymentu Monte Carlo.

4.1 Zalozenia eksperymentu Monte Carlo

Rozpoznawaniu podlegaty obiekty nalezace do
dwoéch klas (k=2). W praktycznych zastoso-
waniach algorytmow rozpoznawania klasyfi-
kacja obiektow nalezacych do dwoéch klas ma
miejsce najczesciej. Np. w diagnostyce medycz-
nej rozwazamy osoby, u ktorych wystapita badz
nie dana jednostka chorobowa; w analizach
finansowych bankowcy dziela przedsigbiorstwa
na takie, ktore sa w stanie splaci¢ zaciagnigte
kredyty i te, ktorym kredytu udziela¢ nie nalezy;
w badaniach demograficznych rozwaza¢ mozna
podziat wojewo6dztw na te, w ktorych wystepuje
ujemny przyrost naturalny itakie, w ktorych
przyrost jest dodatni, itp.

Przyjeto, ze kazdy obiekt opisany jest
czterowymlarowym wektorem  obserwacji
x—[xl,xz,x3,x4] Wartosci kazdej cechy wektora
obserwacji generowano z rozktadow jednowy-
miarowych, zgodnie z zatozonymi parametrami.

Rozpatrzono trzy warianty rozktadoéw (I-
klasy najbardziej zblizone; 11— klasy najbardziej
oddalone). Do konstrukcji algorytmu rozpoz-
nawania wykorzystywano zbior uczacy za$ ja-
kos$¢ uzyskanej reguty klasyfikacyjnej oceniano
na podstawie klasyfikacji obiektow zbioru
testowego.

W  konkretnych sytuacjach badawczych
zjawiskiem bardzo czgstym jest posiadanie mato
licznego zbioru uczacego. Wiaze si¢ to zwykle
z szeroko rozumianymi kosztami pozyskiwania
informacji, np. w analizach medycznych zbiory
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o niewielkiej liczebnos$ci stanowi¢ moga pacjen-
ci poddani badaniom obcigzajacym lub zmarli
podczas operacji; w analizach finansowych,
z kolei, banki moga =zastania¢ si¢ tajemnica
bankowa 1 nie udostgpnia¢ danych dotyczacych
niewyplacalnych kredytobiorcow, itd. Dlatego
tez rozpatrzono dwa warianty liczebnosci zbioru
uczacego:

—N=20 obiektow (N;=7; N,=13);

—N=60 obiektow (N;=27; N,=33).

W obu przypadkach liczba obiektow ciagu
testowego byla taka sama: n=30 obiektow
(n=15; n,=15).

Ocenie poddane zostaly nastepujace algo-
rytmy rozpoznawania:

1 Algorytm najblizszego sasiada z miarami od-
legtosci Euklidesa, Czekanowskiego, Can-
berra, Jeffreysa i Matusity.

2 Algorytm o najblizszych sasiadow z miarami
odlegtosci jak w przypadku algorytmu naj-
blizszego sasiada dla liczby sasiadow rowne;j
3 oraz 5.

3 Algorytm a-tego najblizszego sasiada
z miarami odlegtosci oraz liczba sasiadow jak

w przypadku  algorytmu o najblizszych
sasiadow.

4 Algorytm rozpoznawania wykorzystujacy
odlegtos¢ Mahalanobisa.

5 Algorytmy rozpoznawania wykorzystujace

zwykle obciazone, zwykle nieobciazone,
bayesowskie 1 quasi-bayesowskie estymatory
liniowych funkcji klasyfikujacych:

6 Algorytmy rozpoznawania wykorzystujace
zwykle obciazone, zwykle nieobcigzone,
bayesowskie 1 quasi-bayesowskie estymatory
liniowych funkcji kwadratowych.

7 Algorytm oparty na odlegtosciach wyko-
rzystujacy funkcje klasyfikacyjne z miarami
odlegtosci  Euklidesa, = Czekanowskiego
1 Canberra.

8 Algorytm oparty na estymatorze Parzena
z gaussowska funkcja jadra.

Kazdy eksperyment powtorzono 1000 razy
dla kazdego z szesciu rozpatrywanych warian-
tow (3 warianty rozktadu * 2 warianty liczeb-
nosci).

Poréwnywalno$¢ wynikow zapewnito wyko-
rzystanie tych samych préb w kazdym z rozwa-
zanych algorytméw. Obliczenia wykonano
w pakiecie GAUSS.

4.2 Podstawowe wyniki

Analiza wynikow uzyskanych w przeprowadzo-

nym eksperymencie dla poszczegdlnych war-

iantow rozktadu i liczebnosci pozwala na sfor-
mutowanie nastepujacych wnioskow:

1 Zwigkszenie liczby obiektow ciagu uczacego
prowadzi do zmniejszenia odsetkéw biednych
klasyfikacji niezaleznie od rozwazanego algo-
rytmu rozpoznawania.

2 Wsérod algorytméw minimalnoodlegloscio-
wych najgorsze rezultaty klasyfikacji dostaje-
my dla algorytmu o-tego najblizszego
sgsiada. Dodatkowo — zwigkszenie wartosci
o wtym przypadku prowadzi do wzrostu
odsetka btednych klasyfikacji.

3 Algorytm oparty na odleglosciach pozwala
poprawi¢ doktadno$¢ klasyfikacji w stosunku
do algorytméw NN, o-NN i a-tego-NN dla
odlegtosci Euklidesa oraz Czekanowskiego
w przypadku klas, ktorych $rodki ciezkosci
leza niedaleko od siebie.

4 Liniowe funkcje klasyfikacyjne daja niskie
odsetki btednych klasyfikacji niezaleznie od
typu estymatora.

5 Kwadratowe funkcje klasyfikujace dla matej
liczby obiektow ciagu uczacego (N=20 obiek-
tow) daja istotnie gorsze rezultaty w przy-
padku estymatorow zwyklego nieobciazonego
1 estymatora bayesowskiego. Po zwigkszeniu
liczebnos$ci proby uczacej (N=60 obiektow)
nie ma réznic w odsetkach btednych rozpoz-
nan migdzy rozwazanymi estymatorami
kwadratowych funkcji klasyfikacyjnych.

6 Dla niewielkiej liczebnos$ci ciagu uczacego
liniowe funkcje klasyfikacyjne daja mniejsze
odsetki btednych rozpoznan niz funkcje
kwadratowe. Dla bardziej licznych prob
zaleznos¢ ta jest odwrotna.

7 Algorytm z estymatorem jadrowym Parzena
najlepsze wyniki daje w przypadku najbar-
dziej oddalonych klas (wariant III rozktadu) —

sa to najmniejsze odsetki blednych klasyfi-
kacji w stosunku do wszystkich pozostatych
rozwazanych regut klasyfikacyjnych.

Przeprowadzona analiza ulatwia sformuto-
wanie pewnych regul, ktore moga by¢ nastepnie
wykorzystane w praktyce.

1 W przypadku prob uczacych o niewielkiej
liczebno$ci uzyteczna metoda klasyfikacji sa
funkcje liniowe, odporne na odstepstwa od
normalnos$ci rozktadu cech w klasach. Zwyk-
te estymatory funkcji liniowych sa takze
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tatwo dostgpne w pakietach statystycznych
(np. STATISTICA). Przy wigkszej liczbie ele-
mentow ciagu uczacego poprawe jakosci kla-
syfikacji daja funkcje kwadratowe (np. zwy-
kty estymator funkcji kwadratowych), gdyz
zachodzi woOwczas asymptotyczna normal-
nosc.

2 Wsrdéd algorytméw rozpoznawania bazuja-
cych na odleglosciach nie poleca si¢ stosowaé
algorytmu o-tego najblizszego sasiada, dla
ktorego dostajemy istotnie gorsze oszaco-
wania prawdopodobienstw blednej klasyfi-
kacji. Algorytmy najblizszego sasiada i a-
najblizszych sasiadow daja poréwnywalne
wyniki. Na podkreslenie zastuguje fakt, iz
macierze odleglosci wg formuty np. Eukli-
desa czy miejskiej mozna w prosty sposob
obliczy¢ korzystajac z ogolnie dostepnych
pakietow statystycznych. Popraweg rezultatow
klasyfikacji daje algorytm oparty na
odlegtosciach.

3 Pewna wada metod minimalnoodlegloscio-
wych jest to, ze wymagaja przechowywania
catego ciagu uczacego, bowiem klasyfikacja
kazdego nowego obiektu wymaga obliczenia
jego odlegtosci od wszystkich obiektow ciagu
uczacego, co znacznie wydtuza czas obliczen.
Przyktadowo dla wariantu Ia obliczenia
w przypadku algorytmu 3-NN zajety okoto
5 minut, w przypadku algorytmu opartego na
odlegtosciach —4 minuty aw przypadku
liniowych funkcji klasyfikacyjnych (4 esty-
matory) — 30 sekund. Dla wariantu Ib czas
pracy komputera wynidst odpowiednio: 19
minut, 17 minut 140 sekund. Trudno takze
jednoznacznie wskaza¢ najlepsza miarg
odlegtosci. Wybdr miary odbywac si¢ moze
tylko na drodze eksperymentalnej —z kilku
czy kilkunastu sprawdzonych miar wybie-
ramy te¢, dla ktorej dostajemy nizsze odsetki
btednych klasyfikacji.

4 W zastosowaniach praktycznych metod
rozpoznawania problemem staje si¢ wybor
algorytmu dla obiektéw opisanych zestawem
cech mieszanych. Zwréci¢ trzeba uwagg na
fakt, ze wusunigcie z wektora obserwacji
zmiennych jako$ciowych znacznie zubaza
analizg. Stad w przypadku liniowych i kwad-
ratowych  funkcji  klasyfikujacych  oraz
odlegtosci Mahalanobisa konieczna staje si¢
transformacja zmiennych jako$ciowych na
wektory zmiennych zerojedynkowych. Pro-
wadzi to do zwigkszenia wymiaru przestrzeni,

co jest zjawiskiem niekorzystnym w przy-
padku niewielkiej liczebnos$ci ciagu uczacego.
Z drugiej strony, metody te sa matlo
kosztowne ze wzgledu na czas obliczen -
klasyfikacja obiektow proby testowe] wy-
maga przechowywania w pamigci jedynie
wspotczynnikow funkcji klasyfikujacych.

5 Trudno$ci wystepuja takze przy wyborze
miary odlegtosci dla zmiennych mieszanych
do algorytmoéw minimalnoodleglto$ciowych.
Pewnym rozwigzaniem jest np. miara Gowera
czy odlegto$¢ kombinowana Cessie 1 Houwe-
lingen [3].

Zasadne wydaje si¢ zatem stwierdzenie, ze
wybor algorytmu rozpoznawania zalezy od pos-
tawionego zadania. W sytuacjach rzeczywistych
klasyczne metody rozpoznawania wymagaja
modyfikacji stosownych do rozwazanego, kon-
kretnego problemu, chociaz przeprowadzone
badania symulacyjne moga by¢ podstawa do
rekomendacji niektorych regut klasyfikacyjnych.

5 ZASTOSOWANIA ALGORYTMOW
ROZPOZNAWANIA OBRAZOW

Przedstawione algorytmy rozpoznawania ze
zbiorem uczacym znajduja zastosowanie w wie-
lu konkretnych problemach badawczych zroz-
nych dziedzin nauki.

Zaprezentujmy propozycje wykorzystania
niektorych metod rozpoznawania w procesie
podejmowania decyzji w szeroko rozumianych
naukach przyrodniczych iekonomiczno—spo-
tecznych. Przy wyborze metod rozpoznawania
kierowa¢ si¢ mozna kryterium uzyteczno$ci
praktycznej, prostoty interpretacji wynikow
1 dostgpnosci programéw realizujacych algoryt-
my rozpoznawania.

Wybrane algorytmy rozpoznawania wyko-
rzystano do klasyfikacji obiektow z 9 zbioréw
danych (dane rzeczywiste). Kazdy z analizo-
wanych zbioré6w w sposob losowy dzielono na
zbior uczacy 1zbior testowy. Jako miernik
jakosci algorytmu przyjeto odsetek btednych
klasyfikacji w probie testowej (dla bardziej
licznych zbioréow danych) lub oszacowanie
btedu klasyfikacji metoda leave-one-out.

Do obliczen wykorzystano:

—Pakiet STATISTICA PL —moduly: Analiza
dyskryminacyjna oraz Drzewa klasyfikacyjne

(algorytmy CART i QUEST);
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—Wrtasne programy napisane w STATISTICA
Basic realizujace algorytmy najblizszego sa-
siada, a najblizszych sasiadow, algorytm
oparty na odlegto$ciach z miarami odleglosci
Euklidesa, Czekanowskiego, Canberra, mie-
szang, algorytm wykorzystujacy odlegtos¢
Mahalanobisa, algorytmy wykorzystujace
zwykle estymatory kwadratowych funkcji
klasyfikujacych oraz zwykte, bayesowskie
1 quasi-bayesowskie estymatory liniowych
funkcji klasyfikacyjnych;

—Udostepnione w Internecie przez autorow
wersje programow tworzacych drzewa klasy-
fikacyjne — QUEST 1 CRUISE.

Dla zwigkszenia przejrzystosci prowadzonych
analiz wyodregbniono cztery grupy przyktadow
z r6znych dziedzin nauki:

1 Diagnostyka medyczna:

—klasyfikacja pacjentow poddanych PTCA
(2 klasy, 6 cech, w tym 2 jako$ciowe);

—klasyfikacja pacjentdéw po przeszczepie szpiku
(2 klasy, 5 cech, w tym 3 jako$ciowe);

—klasyfikacja  pacjentow  z miokardiopatia
(3 klasy, 5 cech);

—klasyfikacja pacjentow poddanych CABG
(2 klasy, 13 cech, w tym 7 jako$ciowych).

2 Badania histologiczne:

—klasyfikacja $winek morskich ze wzgledu na
poziom amin katecholowych (3 klasy,
5 cech).

3 Problemy spoteczno—ekonomiczne:

—analiza ryzyka kredytowego (2 klasy, 10 cech,
w tym 5 jako$ciowych);

—klasyfikacja przedsigbiorstw ze wzgledu na
osob¢ menedzera (3 klasy, 5cech, wtym
1 binarna);

—klasyfikacja przedsigbiorstw opisanych za
pomoca wskaznikéw ekonomicznych (4 kla-
sy, 5 cech).

4 Psychologia:

—charakterystyka przyczyn narkomanii ws$rod
mtodziezy (2 klasy, 4 cechy).

Przeanalizuymy dla przyktadu zadanie roz-
poznawania, w ktérym obiektami podlegajacymi
klasyfikacji sa osoby w wieku licealnym,
zagrozone narkomania.

Wyréznione zostaly dwie klasy obiektow:
klasa 1 — NIE — osoby nie zazywajace srodkow
odurzajacych; klasa 2 — TAK — osoby narkoty-
zujace sig.

Kazda osoba zostata opisana czterowymia-
rowym wektorem cech. Zmienne te obrazuja

liczbe punktow uzyskanych w testach psycholo-
gicznych:

—PZR — poczucie zrozumiatosci;

—PZ — poczucie zaradnosci,

—PS — poczucie sensownosci,

—WW — poczucie wlasnej wartosci.

Zbior danych podzielono losowo na probeg
uczaca 1testowa o liczebnosciach: NU;=20,
NU,=20; NT,=10, NT,=10. Wyniki klasyfikacji
przedstawia tabela 1 oraz rysunki 11 2.

Tabela 1. Bledne klasyfikacje dla zbioru oséb zagrozonych
narkomania.

Algorytm rozpoznawania ij&iﬁﬁiﬁ% e(:)dla
0. Czekanowskiego 7/20
0. Euklidesa 6/20
NN 0. Canberra 7/20
0. Jeffreysa—Matusity 7/20
odlegtosci 3-NN [ 5-NN 7-NN
Czekanowskiego 8/20 6/20 6/20
o-NN Euklidesa 7/20 8/20 6/20
Canberra 6/20 7/20 7/20
Jeffreysa—Matusity 7/20 8/20 5/20
odlegtosci 3NN | 5"-NN | 7"-NN
Czekanowskiego 7/20 6/20 12/20
o”-NN Euklidesa 8/20 11/20 12/20
Canberra 6/20 9/20 10/20
Jeffreysa—Matusity 7/20 9/20 11/20
Odleglosci Mahalanobisa 3/20
Liniowe funkcje & |@a® | @& |geix)
[<lasyfikacyjne 3/20 | 3/20 | 3/20 | 3/20
Kwadratowe funkcje ) | @i () | @8 (X) | @ @ (x)
[klasyfikacyjne 520 | 520 [ 520 | 5/20
Al gorytm [Fuklidesa 4/20
oparty na Czekanowskiego 4/20
odlegtosciach |Canberra 5/20
Metody nieparametryczne - h=0,40 |h=0,55| h=0,70
estymator Parzena 6/20 6/20 6/20
QUEST
szacowane prawdopodobienstwa
a priori; drzewo wielowymiaro-
we — podziat w oparciu o kombi- 3/20
nacje liniowe; regula stopu —
1SE; uzyskane drzewo (rys. 1)
ma dwa wezly koncowe;
CRUISE
szacowane prawdopodobienstwa
a priori; podziaty jednowymia- 2/20
rowe; reguta stopu — 1SE uzys-
kane drzewo (rys. 2) ma trzy
wezty koncowe;

Reguta klasyfikacyjna uzyskana w wyniku
zastosowania algorytmu QUEST (por. rys. 1)
jest nastepujaca:
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Obiekt x klasyfikujemy do klasy TAK — nar-
komani — jesli wartos$¢ funkcji dyskryminacyjne;j
F(x)<0; w przeciwnym wypadku rozpoznawany
obiekt zaliczamy do grupy osob nie bioracych
narkotykow.

Funkcja dyskryminacyjna w wezle ma postac:

F(x)=-0,93192-0,0063*PZR-0,0174*PZ+
+0,0074*PS+0,0602*WW.

F(x)<0,93192

tak Lnie
I |

klasa - TAK klasa - NIE

Rys. 1. Drzewo klasyfikacyjne dla zbioru os6b zagrozonych
narkomania — algorytm QUEST.

Drzewo klasyfikacyjne uzyskane w wyniku
zastosowania algorytmu CRUISE przedstawia
rys. 2.

WW
<25.61 >25,61
klasa - TAK WW
<2772 | >27,72
Kklasa - TAK klasa - NIE

Rys. 2. Drzewo klasyfikacyjne dla zbioru oséb zagrozonych
narkomania — algorytm CRUISE.

Reguta klasyfikacyjna uzyskana po zastoso-
waniu algorytmu CRUISE brzmi nastepujaco:
osoby o poczuciu wlasnej wartosci wyzszym od
27,72 pkt. klasyfikujemy do grupy nie bioracych
narkotykéw; osoby o niskim poczuciu wiasnej
wartosci —do 27,72 pkt. —do grupy narkoma-
now.

Jak latwo zauwazy¢, najgorsze klasyfikacje
otrzymujemy dla algorytmu a-tego najblizszego
sasiada.

Wykorzystanie  algorytmu  z odlegloscia
Mahalanobisa oraz liniowych funkcji klasyfika-
cyjnych (we wszystkich czterech wariantach)

daje niski odsetek btednych klasyfikacji (po
3 obiekty) mimo braku speinienia zatozen
o wielowymiarowej normalnosci (co sprawdzo-
no uogbélnionym testem normalnosci Sha-
piro-Wilka).

Taka sama liczbe blednych zaklasyfikowan
daje algorytm QUEST z wielowymiarowymi
podziatami za pomoca kombinacji liniowych.

Najlepszy rezultat otrzymujemy dla drzewa
utworzonego za pomoca algorytmu CRUISE
(2 obiekty btednie zaklasyfikowane). Zauwaz-
my, iz do podziatlow wykorzystywana jest tutaj
tylko jedna z cech — poczucie wilasnej wartos$ci.
Zatem klasyfikacja nowej osoby wymaga pod-
dania jej tylko testowi okreslajacemu poczucie
wlasnej wartosci.

6 UWAGI KONCOWE

Szczegdtowa analiza wynikéw uzyskanych pod-
czas rozwigzywania realnych zadan rozpozna-
wania pozwala sformutowaé wniosek, ze
w praktycznych  zastosowaniach  niegorsze
(a zwykle lepsze) wyniki klasyfikacji (najmniej-
szy blad klasyfikacji szacowany na podstawie
zbioru testowego lub sprawdzania krzyzowego)
daja algorytmy tworzace drzewa klasyfikacyjne.

Zwrdci¢ nalezy uwage na fakt, ze procedury
tworzenia drzew klasyfikacyjnych nie maja
wymagan co do rozktadu badanych zmiennych
1 sa odporne na obserwacje nietypowe.

Drzewa klasyfikacyjne nie stawiaja warun-
kéw dotyczacych pomiaru badanych zmiennych
a takze umozliwiaja klasyfikacje obrazow opisa-
nych wektorem cech z warto$ciami brakujacymi.
Uzyskane w wyniku analizy drzew klasyfikacyj-
nych reguly decyzyjne sa proste w interpretacji
a klasyfikacja obiektéw ciagu testowego nie
wymaga zwykle pomiaru wszystkich cech objas-
niajacych, co zmniejsza koszty prowadzonych
analiz.

Wymienione zalety i dostgpno$¢ oprogramo-
wania pozwalaja uzna¢ metody tworzenia drzew
klasyfikacyjnych za uzyteczne 1 precyzyjne
narzgdzie rozpoznawania, alternatywne w sto-
sunku do metod klasycznych.

Przedstawione przyklady zastosowan metod
rozpoznawania wskazuja, ze moga one byc¢
szeroko wykorzystywane do wspomagania pro-
cesOw podejmowania decyzji w kazdym aspek-
cie dziatalnosci czlowieka.
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Omowione algorytmy rozpoznawania nie wy-
czerpuja oczywiscie problematyki konstrukcji
regut klasyfikacyjnych. Dalsze kierunki badan
obejmowaé¢ beda te metody rozpoznawania,
w ktorych obok ciagu uczacego wykorzystuje
si¢ zbior regut ekspertow, stanowiacy w tym
przypadku komplementarny sposob pozyskiwa-
nia wiedzy na potrzeby algorytmu rozpozna-
wania.

Zadanie rozpoznawania, w ktérym zaktadamy
jednoczesna znajomos$¢ zbioru uczacego i1 regut
eksperta ma duze walory praktyczne, gdyz
w rzeczywistych przyktadach zastosowan metod
rozpoznawania oba rodzaje danych sa uzupet-
niajacymi si¢ zroédtami informacji o odmiennym
pochodzeniu i uzyskanymi w r6zny sposoéb.

Wspolne rozpatrzenie dwoch jakosciowo r6z-
nych typoéw danych, w inny sposéb ujmujacych
zwiazki miedzy klasami 1 cechami, powinno by¢
inspiracja nowych idei zmierzajacych do jedno-
czesnego wykorzystania tych danych w algo-
rytmie rozpoznawania.
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